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Apresentacao

A finalidade deste material nao ¢ ser um livro sobre Inteligéncia Artificial (IA), mas sim,
um artefato, que possa ser um guia introdutorio e orientador para fornecer conceitos basicos
necessarios ao entendimento do que ¢ IA e qual sua proposta de uso. IA ¢ um campo vasto,
que vem sendo explorado e evoluido desde a década de 1950. Assim para ser um especialista
nesse campo, deve-se buscar verticalizar num dos subcampos, mas ter-se uma nocao do todo
¢ importante para poder saber o que é e para que serve.

Assim este material esta dividido em capitulos que trazem informacoes fundamentais
sobre diversos aspectos desde o seu surgimento e o processo de evolucio. E bom lembrar que
ainovacio nessa area é constante, o que torna este material rapidamente desatualizado, se a
proposta fosse falar da inovacao. Dessa forma, fara referéncia a livros, artigos, sites e videos
como material complementar que poderao subsidiar melhor os interessados em relacao a
aspectos mais atualizados sobre o tema.

Pode-se dizer que a Inteligéncia Artificial comecou com Alan Turing que ¢ considerado o

pai daIA por ter publicado na década de 1950 o artigo “Computing Machinery and Intelligence”.

Figura 1.1. Alan Turing

Ha muitos anos, a humanidade estuda como ocorre o funcionamento da inteligéncia
humana e, nas ultimas décadas, vem tentando replica-la nas maquinas. Hoje estamos em um
estagio da evolucao que utilizar maquinas eletronicas, que resolvem problemas cientificos
ou da industria, nao nos ¢ mais suficiente.

A busca atual esta na automatizacao de tarefas, Robotic Process Automation (RPA), isto €,

automacao robotica de processo, e na aplicacao de Artificial Intelligence (Al), nos problemas
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complexos, como identificacao de imagens por reconhecimento de padroes, agrupamento
de imagens por semelhanca, entre tantas outras.

Porém, para a construcao de software com Inteligéncia Artificial (IA), precisa-se de uma
capacidade mais profunda das maquinas que as encontradas em aplicacoes comerciais mais
complexas, como um Enterprise Resource Planning (ERP), que apoia o controle e a gestao de
todas as areas de uma organizacao nos niveis operacional, tatico e estratégico.

S6 que a industria do entretenimento fantasiou, de certa forma, esse tipo de maquinas,
tornando-as sedutoras e, a0 mesmo tempo, temerosas, como o computador HAL 9ooo de
“Uma Odisseia no Espaco” ou a Skynet do “Exterminador do Futuro”, mas foi quando Kasparov,
até entao campeao mundial de xadrez, foi vencido em 1997 pelo supercomputador IBM Deep
Blue que a capacidade e promessa da IA teve seu verdadeiro potencial entendido.

Na década de 1950, muitos estudos e teorias comecaram a ser propostos, buscando
criar algoritmos estruturados com logicas analogas a légica humana, saindo de uma logica
algoritmica, binaria, para uma logica proposicional, evoluindo para uma logica fuzzy, mais
semelhante a da cognicao humana.

Na década de 1970, vislumbrou-se o quanto ¢é desafiador esse campo de pesquisa e quao
lento era o seu progresso, resultando na diminuicao de investimento e perda de interesse pela
comunidade, o que s6 foi retomado na década de 1980, quando foram lancadas novas ideias.

Um fator que reacendeu o interesse pela pesquisa nessa area foi o estudo do cérebro
das abelhas, que, com uma fracao de grama, era capaz de realizar tarefas complexas, como
orientacao em voo. Assim as pesquisas em redes neurais se intensificaram e passaram a
compor um método na inteligéncia artificial, denominada de computacao biologica inteligente.

Figura 1.2. Neuro6nios Biologico e Artificial
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Nos dias atuais, as redes neurais se sofisticaram e estao na base de muitos métodos
computacionais, fazendo coisas impensaveis ha pouco tempo, como aprender a executar

tarefas a sos, no reconhecimento de padroes e tantas outras atividades.
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Entao, apresentado o objetivo deste material, vamos a introducao ao conceito de redes

neurais artificiais.
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Introducao

A finalidade deste material é introduzir o conceito de Redes Neurais Artificiais (RNA) e
entender o porqué, dentro dos fundamentos de inteligéncia artificial, de se fazer necessario
conhecé-las, mesmo que basicamente. Entao vamos iniciar definindo, de forma basica, o
que ¢ uma RNA. Podemos entao dizer que ¢ uma técnica de Inteligéncia Artificial (IA), mais
corretamente especificando Inteligéncia Computacional (IC), pois ¢ uma representacao
subsimbolica, que segue a abordagem conexionista, fundamentada em modelos matematicos

baseados nas estruturas neurais bioldgicas, que fazem uso de dados para aprender.

Figura 2.1. Rede Neural Artificial

Quando, no paragrafo anterior, nos referimos a “fundamentada em modelos matematicos”, o
que queremos dizer é que RNA fazem uso de umalista de subsimbolos ou objetos, analogamente a
teoria de conjuntos da matematica, em que existem casos de relacao entre elementos dos conjuntos.

Essas relacoes podem ser conforme os diagramas de Venn, em que as ligacoes dos elementos
de dois conjuntos s6 ocorrem em um sentido, com a denominacao de conjunto de partida ou
dominio de onde saem os dados e conjunto de chegada ou contradominio de onde chegam os dados.
Mas as relacoes também podem ser de forma que o conjunto de partida, dominio, deva se relacionar
com um elemento do conjunto de chegada, contradominio. E ainda existem as relacoes que cada
elemento do dominio deva estar relacionado a um e somente um elemento do contradominio.
Assim, caso as trés condicoes existam, essa relacio passa a ser considerada uma funcao.

Entao, podemos corroborar que, quando algo esta em funcao de alguma outra coisa,
estamos dizendo que algo depende de outra coisa, para poder ser definida ou compreendida
ou mesmo completada.

Expressando matematicamente, temos y=f(x), onde podemos entender que cada

elemento x pertence a um conjunto e esse se associa a um e somente um elemento y que

9
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pertence a outro conjunto. Assim, essa relacao y=f(x) indica que cada valor de y ¢ originado
a partir de um valor de x que foi previamente escolhido, entao y depende de x, visto que
¢ necessario conhecermos o valor de x previamente para que se possa obter o valor de y.
Portanto, dizemos que x é a variavel independente ey é a variavel dependente.

Logo devemos gravar esse conceito basico, pois, em RNA, se usa a terminologia de
variaveis independentes, normalmente representadas por x, para expressar as entradas de
dados, e o termo variaveis dependentes, representadas comumente pory, para denotar as
saidas de dados, conforme a figura abaixo:

Figura 2.2. Representacio de Entrada/Saida

N
[ Variavel % % Varidvel Dependente ]

Assim, podemos perceber que uma funcao pode ser explicada como uma quantidade,

variaveis dependentes, ¢ determinada por outra quantidade, variaveis independentes, sempre
de uma forma tnica.

Mas é importante ressaltar que ha casos em que funcoes necessitam definir varias
variaveis independentes, associadas a uma variavel dependente. Isso significa que o calculo
do valor da variavel dependente esta atrelado ao calculo prévio dos valores de cada uma das
variaveis independentes.

Matematicamente, esse tipo de funcao com duas ou mais variaveis independentes ¢é
expresso na forma z=1(x, y).

Nessas situacoes em que existem duas ou mais variaveis independentes, o dominio
¢ um conjunto de pares ordenados (x,y), que se associam as combinacoes dos pontos do
contradominio. Em outras palavras, para a expressao z=£(x,y), a variavel dependente z
depende de x e de'y, as variaveis independentes.

Se a expressao for z=f(x,y,z), teremos 3 variaveis independentes x,y,z relacionadas a uma
variavel dependente z. E assim por diante.

Mas, por limitacoes de dimensionalidade, ndao ha como representar graficamente uma
funcao com quatro ou mais variaveis independentes, tipo z=1(x,y,z.k), porém a construcao
matematica de funcoes com n variaveis independentes nao possui limitacoes.

Exemplificando: para entendermos como as teorias dos conjuntos da matematica estao
tao intrinsecamente relacionadas as redes neurais artificiais, vamos levantar a necessidade de
se obter a previsao se uma empresa entrara no cadastro da divida ativa do Estado, com base

nas seguintes variaveis independentes: idade da empresa, faturamento mensal, segmento

10
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economico, localidade da empresa e nimero de funcionarios. Nesse nosso exemplo, sao 5
variaveis independentes, isto €, z=f(x,y,z,k,w), que estarao relacionadas a uma tnica variavel
dependente z, que dira se a empresa sera ou nao devedora nos proximos 2 meses.

A representacao grafica para esse tipo de funcao segue abaixo:

Figura 2.3. Representacio Grafica de z=f(x,y,z)

Seria possivel? Sim! Pois essa ¢ a contribuicao das Redes Neurais Artificiais (RNA), a
analise preditiva, em que matematicamente se pode associar as variaveis independentes, no
nosso exemplo x,y,z.k,w, a variavel dependente z. Mas serao essas 5 variaveis independentes
suficientes para se prever o comportamento em relacao ao pagamento dos impostos, ou sera
mesmo que essas 5 variaveis sao as melhores?

Bom, temos que pontuar, neste momento, que Inteligéncia Artificial (IA), ou mais
corretamente para essa abordagem Inteligéncia Computacional (IC), possui muitos métodos
e técnicas. RNA ¢ uma das técnicas, mas para aplica-la como qualquer outra técnica de 1A
ou IC, sao necessarios dados. O dado ¢ a matéria-prima da informacao, com esta obtemos
o conhecimento necessario para termos a sabedoria na tomada de decisoes. Dessa forma,
temos que nao so ter os dados mas também os melhores dados, as variaveis independentes,
para que alcancemos o resultado mais proximo do correto, ou seja, a variavel dependente.

Uma forma de se obterem os dados e se extrairem os que sao mais correlacionados ao
problema que se deseja resolver ¢ aplicar as técnicas de mineracao de dados. Vale ressaltar que
RNAS nao sao tteis apenas para analise preditiva, podem também ser utilizadas para classificacao.

Dada essa introducao, podemos entao complementar a definicao inicial de RNA, uma
técnica de IC fundamentada em modelos matematicos baseados nas estruturas neurais
biologicas. Essas estruturas fazem uso de dados para aprender com o entendimento de que
sao funcoes matematicas com multiplas variaveis independentes, as quais se relacionam com

uma variavel ou mais variaveis dependentes, que representam um resultado.

1
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1. Abordagem Neural

Agora, vamos entender como criar uma Rede Neural Artificial. Para isso, precisamos
dar o primeiro passo, que ¢ escolher o modelo adequado ao problema que se deseja atacar,
ou como se diz atualmente, qual a dor que se quer resolver.

E por que escolher um modelo de RNA? Porque cada problema possui suas
caracteristicas, que podem ser de classificacao ou agrupamento ou otimizacao ou predicao,
e cada modelo tem sua eficiéncia mais adequada para um tipo ou outro. Assim, a escolha do
modelo ¢ fundamental para o sucesso na resolucao do problema.

O proximo passo € a escolha da funcao de ativacao da RNA. Existem varias, mas as mais
utilizadas sao: Sigmoide, Tangente Hiperbolica (TanH), Unidade Linear Retificada (ReLU) e
Unidade Linear Exponencial (ELU). Para escolher qual se deve utilizar, é necessario entender
como elas se relacionam com o problema dos gradientes. Para isso, pode-se utilizar um
software de gerenciamento da RNA, pois ¢ a maneira mais pratica de gerar a funcao de
ativacao e gerencia-la.

Segue tabela com alguns dos softwares utilizados para gerar e gerenciar funcoes de

ativacao em Redes Neurais Artificiais.

Tabela 3.1. Software de Gerenciamento de RNA

Software Endereco
Matlab https://www.mathworks.com
NeuroDimension http://www.neurodimension.com/
Orange Canvas https://orange.biolab.si/
TensorFlow https://www.tensorflow.org/
Visual R https://www.r-project.org/
Wolfram Mathematica http:/www.wolfram.com/

Mas o que ¢ uma funcao de ativacao? Antes de irmos ao terceiro passo da construcao
de uma rede neural, vamos entender as funcoes e os modelos.

Porém, antes de explicar as funcoes de ativacao, é necessario entender o porqué delas.
Na secao de introducao, ja explicamos as funcoes, mas qual a necessidade de uma funcao
especifica denominada de ativacao? De forma rapida, podemos dizer que as funcoes de
ativacao melhoram o processo de aprendizagem das variaveis dependentes e independentes,

em especial para os problemas nao lineares.

12
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Entao, antes de continuarmos, o que sao problemas lineares e nao lineares? Vamos
entender primeiro os lineares.

Uma funcao linear é expressa matematicamente pela forma f(x)=a.x, onde a é real e
diferente de zero. Essa funcao ¢ um tipo especial de funcao do 1° grau ou funcao afim, que é
expressa pela forma f(x)=a.x+b, na qual a e b sao reais e a # o. Simplificando, toda funcao que
nao possui valor para o coeficiente b ¢ classificada como funcao linear.

Figura 3.1. Funcao Linear

6
4
2
0

Alguns problemas podem ser resolvidos com funcoes lineares, mas nao todos, pois
existem aqueles que sao nao lineares, como os problemas de fenomenos fisicos ou economicos,
que normalmente sdo sistemas de equacoes nao lineares. Esse tipo de sistema normalmente
nao gera apenas um resultado paray em funcao de x, assim um grafico de uma funcao nao
linear pode ser apresentada como uma parabola, com curvas ou retas nao lineares, obtendo-
se muitos valores de y para um x.

Figura 3.2. Funcao Nao Linear
80
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0

Entendido o que sao funcoes lineares e nao lineares, vamos para funcoes de ativacao.
Essas funcoes sao expressoes matematicas, que permitem introduzir caracteristicas de
nao linearidade as redes neurais artificiais, pois como a maioria dos problemas reais nao
sao lineares, torna-se necessario usa-las nas RNAs. Mas a sua implementacao, apesar de

13
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necessaria, no algoritmo de Redes Neurais Artificiais pode gerar alguns problemas de
gradiente, como o de dissipacao, o de gradiente explodindo ou desvanecendo.

Mas o que ¢ gradiente? Consiste no calculo de derivadas parciais, isto é, o calculo dos
elementos de uma funcao, tipo o X, y, 7, para se obter qual x que pode maximizar o valor da
funcao. Para isso, deve-se calcular a derivada parcial da funcao em relacao a x.

Entendido o que ¢ gradiente, o que significa ter o problema de dissipacao de gradiente
ou de gradiente explodindo ou desaparecendo?

Gradiente explodindo, problema que pode ocorrer se os pesos da rede forem grandes
e os vieses nao forem muito pequenos, provavelmente resultando em valores muito altos,
a explosao do gradiente; o inverso desse problema é o gradiente que desaparece, porém o
problema mais comum ¢ a dissipacao do gradiente, isto porque, para evitar os problemas
anteriores, se deve ter o cuidado na aplicacao do valor do peso, nem muito grande nem muito
pequeno, narazao de w * a + b da funcao, onde w ¢ o peso. Agora se o intervalo de valores for
muito estreito, o que pode ocorrer, as vezes, ¢ a dissipacao dos gradientes.

Agora que entendemos o porqueé das funcoes de ativacao, vamos falar sobre as principais.

A funcio sigmoide ou logistica e sua derivada sdo expressas matematicamente por
o(x)=1/1+ e* e por o’=0c(x)(1—o(x)), tendo esse nome porque na sua resolucao passa a ter um
formato de “S”, sendo uma das funcoes mais utilizada em RNAs, pois funciona de forma
binaria, isto ¢, nao ativando “o” ou ativando “1”.

Mas o problema dessa funcao é que fazendo uso de valores acima de 5 ou abaixo de
-5, a sua derivada fica saturada, passando a tender a zero, com a propagacao do gradiente
desvanecendo nessas regioes, o que ocasiona problema durante o treinamento.

Outro detalhe importante é que a derivada da funcao sigmoide é sempre < 1, também sendo
um problema, pois desvanece o produto pela regra da cadeia na propagacao dos gradientes.

Assim sendo, nao ¢ uma boa funcao de ativacao para as RNAs em problemas nao lineares,
mas pode ser util em algumas situacoes, como: na saida das RNAs, na modelagem de variaveis
binarias, em alguns modelos probabilisticos, ou nas redes neurais recorrentes e em alguns
modelos nao supervisionados. Mas, por causa dos problemas acima citados, normalmente

ela nao é mais usada nos atuais modelos de redes neurais artificiais.
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Figura 3.3. Funcio Sigmoide ou Logistica
— Sigmoide
—— Denvada

A funcao Tangente Hiperbolica (TanH) possui semelhancas com a funcao sigmoide,
pois, também na sua resolucao, tem um formato de “S”, porém variando de -1a 1, em vez de
0 a1 como na sigmoide.

A funcio e sua derivada sao expressas pela forma TanH(x)=2c(2x)—1 e TanH’(x)=1—-TanH*(x).
Essa funcao permite uma melhor proximidade da identidade, tornando-se uma melhor
alternativa em relacao a sigmoide como funcao de ativacao as camadas ocultas das RNAs.

Nessa funcao, também existe o problema de saturacao, porém o valor da derivada é
maior, podendo chegar a 1 quando x = o. Assim, quando nos casos acima citados, em que
existe a indicacao do uso da funcao sigmoide, recomenda-se o uso da TagH no seu lugar.

Figura 3.4. Funcio Tangente Hiperbdlica (TanH)

- Tan. H.
—— Derivada

A funcao Ativacao Linear Retificada (ReLU) é expressa matematicamente por
ReLU(x)=max{0,x} e ReLU’(x)={1,se x>0; 0}. Uma caracteristica dessa funcao ¢ a facilidade de
otimiza-la, uma vez que ¢ semelhante a funcao identidade, com o detalhe que ela gera zero
na metade do seu dominio, assim as derivadas se mantém grandes e estaveis enquanto a
unidade estiver ativa.

A funcao de ativacdo ReL.U é mais eficiente que as funcoes acima vistas, tendo forte

influéncia para a popularizacao do Deep Learning. Porém, uma desvantagem da ReL.U é que
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0s neuronios passam a produzir apenas zeros durante o treinamento, o que ocorre quando a
soma ponderada antes da aplicacao da ReLU se torna negativa, fazendo com que o neuronio
produza zero e os parametros do peso fiquem atualizados. Além de os seus calculos serem
muito pesados, fazendo com que as RNAs que as utilizam fiquem muito lentas.

Figura 3.5. Funcio Ativacio Linear Retificada (ReL.U)

—  RelU
—— Dernvada

A funcao de ativacao denominada de Unidade Linear Exponencial (ELU) é expressa por:
ELU(x,0)={x, se x>0;a(e*~1), e ELU(x,a)={1, se x>0; ELU(X,a)+c.

A ELU nao tem o problema dos neuronios “mortos” existente na ReL.U, mas a nao
linearidade da ELU também satura na parte negativa do seu dominio, porém, na pratica, nao
tem se apresentado como um problema.

Essa funcao ¢ mais eficaz, mas como tudo nao é perfeito, o calculo da funcio exponencial
¢ ineficiente, fazendo com que as RNAs que as utilizam sejam menos eficientes que as ReL.U.

Figura 3.6. Funcao Unidade Linear Exponencial (ELU)

— ELU
—— Derivada

Em termos de evolucao das funcoes de ativacao e das caracteristicas que a tornam mais
eficientes, temos, em primeiro lugar, a ELU, seguida da ReL.U, depois a TanH e, por fim, a
Sigmoide. Bom, agora que foram apresentadas as funcoes de ativacao, vamos continuar com

0S passos para a construcao de uma rede neural artificial.

16



Secretaria de t A

T PERNAMBUCO

GOVERNO OO0 ESTADO

O proximo passo consiste em disponibilizar os dados para a RNA, e quanto mais dados,
melhor, pois a probabilidade de sucesso no aprendizado esta relacionada a quantidade de
dados disponibilizados, isto ¢, quanto mais dados legados forem fornecidos, maior sera a
acuracia da funcao para prever comportamentos futuros.

Com os dados disponibilizados, podemos ir ao passo seguinte, que ¢ o treinamento da
RNA. Para realizar esse treinamento, devemos dividir os dados em dois grupos: o primeiro
sera utilizado para ser processado pelo modelo escolhido, que ira ler e reler os dados varias
vezes, de varias maneiras diferentes. Ao final dessa etapa, que pode demorar de minutos a
até varias horas, dependendo da capacidade do processador, da quantidade de dados e do
numero de variaveis independentes, sera obtida uma funcao, que podera retornar a variavel
dependente as respostas historicas referentes aos dados disponibilizados.

Com o treinamento realizado, deve-se agora ir ao passo de validacao de RNA. Para
validar, usa-se o segundo grupo, separado previamente. Essa separacao dos dados se faz
necessaria para evitar o enviesamento do treinamento, isto ¢, impedir influéncia, o que ¢é
chamado de viés, sobre os dados, pois validar sobre os dados treinados poder gerar resultados
artificialmente corretos.

Essa fase, a de validacao, tem como objetivo, comparar as respostas verdadeiras dos
fatos ocorridos com as respostas geradas pela funcao, podendo-se, assim, obter o percentual
de acertos, indicando que a RNA esta gerando resultados satisfatorios, mas caso nao esteja
satisfazendo as expectativas, deve-se retornar a fase de treinamento, seguida de uma nova
fase de validacao para confirmar a melhoria da eficiéncia da funcao, repetindo-se esses dois
passos até que os resultados sejam satisfatorios.

E por fim, chega-se ao ultimo passo, que ¢ o de receber novos valores para as variaveis
independentes, aplicar o modelo testado e validado e analisar as respostas obtidas para a

variavel dependente.
Figura 3.7. Passos para a Aplicacdo de uma RNA

Disponibili-
zagdo de
Dados

Para finalizar, segue uma tabela com os graficos que representam as principais funcoes
de ativacao.
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Nome Plote Equacao Derivada Range
Linear 50 f(x)=x f'(x)=x (-00,00)
(Identidade)

0
-10 0 10
-50
Degrau 2 f(x)=1; se x>=0 |f'(x)=7?; se|(0,1)
(Binaria) 0; se<0 x=0
1 o’
o se<>0
-10 0 10
Sigmoide 2 f(x)=1/(1+e™) f(x)=f(x)(1- | (0,1)
(Logistica) . f(x))
O
-10 0 10
Tangente 5 f(x)=(e*-e f'(x)=1- (-1,1)
Hiperbolica X)/(e*+e™) f(x)?
0
-10 0 10
-5
Rectifier f(x)=x; se x>=0 |f'(x)=1; se|(0,00)
Linear 0; se<0 x>=0
(ReLu) 0;
se<0
Leaky RelLu 10 f(x)=x; se x>=0 |f'(x)=1; se|(-00,»)
0,01x; x>=0
9 se<0
P Tt P 0,01; se<0
Soft Max 1 f(x)=(e")/(ZKi=1e¥) | f'(x)=f(x)(1- | (0,1)
f(x))
0,5
©
-10 0 10
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2. Evolucao

Agora que foi explicado basicamente o que ¢ uma Rede Neural Artificial, vamos conhecer
um pouco da sua historia, como ela surgiu e evoluiu.

As Redes Neurais Artificiais sao consideradas modelos computacionais nao algoritmicos
e tiveram como inspiracao inicial a rede de neuronios do cérebro humano, isto é, os axonios,
dendritos e sinapses, tendo o primeiro modelo proposto por Warren McCulloch e Walter
Pitts, um fisiologista e um matematico respectivamente, em 1943. Esse primeiro modelo foi
proposto em um artigo intitulado “A Logical Calculus of the Ideas Immanent in Nervous
Activity”, em que foi proposta a analogia entre um neuronio biologico e um processador
eletronico, chamado de neuronio McCulloch-Pitts.

Figura 4.1. Neuronio McCulloch-Pitts

—&)

000

Sete anos depois, em 1950, Frank Rosenblatt publicou o artigo “The Perceptron: a
Probabilistic Model for Information Storage and Organization in the Brain”, que aperfeicoa
as ideias de McCulloch e Pitts, criando uma rede com varios neuronios, denominada de
Perceptron.

Esse foi o modelo que desencadeou todos os demais que viriam depois, composto

basicamente de trés camadas, a de entrada, a intermediaria e a de saida.

Figura 4.2. Perceptron

€

000
U0G

Dez anos apos a criacao do modelo Perceptron por Rosenblatt, em 1960, Bernard Widrow
e Marcian Hoff melhoram o Perceptron, criando o ADAptive LInear NEuron (ADALINE), que
implementava ao modelo anterior a multiplicacao das entradas pelos pesos, incluindo a soma
de um viés. Logo, em seguida, foi aprimorado com a criacao do Many ADALINE (MADALINE),

que utilizava varios ADALINEs em paralelo com apenas uma saida.
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No inicio dos anos de 1980, Kohonen desenvolve o modelo Self-Organizing Maps (SOM),
e Paul Werbos desenvolve o Backpropagation, mas foi com as pesquisas de Gail Carpenter
e Stephen Grossberg que as pesquisas foram intensificadas. Importante salientar que se
passaram uns dez anos de baixas contribuicoes nos estudos de redes neurais artificiais. Mas,
com o desenvolvimento do modelo nao supervisionado Adaptive Resonance Theory (ART),

retomou-se o crescente interesse por essas pesquisas.
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3. Caracteristicas

Com a apresentacao do historico das RNAs, como elas surgiram e se desenvolveram,
vamos falar de alguns pontos relevantes da evolucao. As redes neurais como visto ¢ um
algoritmo, porém nao do tipo tradicional, o que chamamos de algoritmos dedutivos, e sim,
algoritmos indutivos ou abdutivos. Esse tipo de algoritmo utiliza dados para aprender, seja
de forma supervisionada, nao supervisionada ou por reforco, mas o que ¢ importante ¢ que
aprende como nos, seres humanos, aprendemos através de generalizacoes. Entao, os dados

sao de suma importancia nesse processo de aprendizado.

Figura 5.1. Método Indutivo

/ i e
-
e

Supervisionado N&o Supervisionado
PREDITIVAS DESCRITIVAS

Assim, em alguns modelos de RNAs, os dados que foram inseridos durante o processo
de aplicacao do modelo continuarao sendo atualizados e ajustados, objetivando melhorar,
cada vez mais, sua precisao da funcao, simbolizada por caractere do alfabeto grego, que tem
a pronuncia de fi.

Entao, as redes neurais se diferem da programacao tradicional, por que a estrutura do
software nao ¢ codificada por um programador, estruturando as possiveis solucoes baseadas
em regras pré-definidas, mas sim, no aprendizado constante baseado na generalizacao.
Dessa forma, quanto mais dados, mais caracteristicas de algo a RNA ira aprender através
da generalizacao. Explicando: se o desejo ¢ fazer com que a rede distinga um cachorro de
um lobo, deve-se fornecer dados para que ela aprenda, por caracteristicas de cada objeto,
o que ¢ um e o que ¢ outro. Quanto mais dados mais ela sera melhor, alids melhor sera sua

acurécia, grau de acerto.

Vale ressaltar que, sendo um algoritmo indutivo ou mesmo podemos dizer uma logica
nao algoritmica, nao se deve esperar um acerto de 100% em nenhuma das fases, seja de
treinamento ou de producao, ja que o que arede faz é generalizar com base no seu aprendizado.

Quanto mais sabe, mais acerta, mas acerta tudo e sempre nao € uma caracteristica humana, e
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assim sendo, também nao ¢ de uma rede neural artificial, ja que essa foi construida analoga
a uma rede neural biologica.

Explicado isso, entenda que as RNAs nao sao solucoes para todos os tipos de problemas,
e sim para os que nao possuem uma possivel solucao exata. Exemplo, se o problema ¢ definir a
classificacao da divida ativa do Estado, através de uma regra, tipo, se divida acima de 1 milhao
serao A, entre 500 mil e 1 milhao serao B, de 100 mil a 500 mil serao C e abaixo de 100 mil serao
D, é uma aplicacao de algoritmo dedutivo ou como normalmente chamamos de tradicional.
Agora, se o desejo for classificar a divida em A, B, C ou D, com base em caracteristicas das
dividas, caracteristicas essas que serao agrupadas por similaridades, que aplicada a resolucao
humana daria muito trabalho, ou mesmo seria irascivel, dado a quantidade de campos e o
volume de dados, temos uma aplicabilidade para as RNAs.

Outro detalhe importante é que nao existe a garantia de alto grau de acerto numa
predicao, no uso de uma funcao complexa na implementacao e que seus parametros foram
ajustados da melhor forma possivel a uma realidade ja passada. Porém para esses problemas,
sera melhor ter um razoavel grau de acerto, mesmo que entre os 80% e 90%, que nao ter
nenhum.

Uma capacidade importante das RNAs € a generalizacao, que extrai um dado util a
partir de um conjunto de dados incompletos ou sem integridade, o que s6 € possivel devido a
estrutura algoritmica de neuronios, que torna a arquitetura das RNAs bem tolerantes a falhas,
ja que o erro de um neuronio podera ser corrigido através das saidas dos neuronios vizinhos.

Também ¢ necessario saber que existem trés tipos de aprendizado das RNAs: o
supervisionado, o nao supervisionado e o por reforco.

O aprendizado supervisionado se baseia em dois conjuntos de dados, um de entradas
e outro de saidas correspondentes, em que na fase de treinamento, as entradas sao
apresentadas a funcao darede, que ira verificar o quanto as saidas calculadas correspondem
as saidas previamente conhecidas. Se nao forem, a rede ira proceder com os ajustes dos
pesos, armazenando o conhecimento exigido, repetindo o processo com os mesmos dados
de entrada e saida até que a taxa de acertos da rede esteja dentro de uma faixa satisfatoria,

que nao quer dizer 100%, pois isso nao € possivel no mundo real.
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No aprendizado nao supervisionado, nao ¢ utilizado um conjunto de dados de saida,
apenas o conjunto de entradas, pois a rede ira classificar os dados de entrada com base
nas caracteristicas comuns que eles possuirem, ou seja, os neuronios sao usados como
classificadores, e os dados, como elementos de classificacao, mas lembre-se de que ¢ tudo
matematica. Exemplificando uma técnica muito usada, a KNN, que escolhe elementos
aleatorios do conjunto de dados e calcula seus centroides e depois agrupa os demais
elementos por aproximacao a centroide que foi obtida, resultando num agrupamento de
dados por semelhancas, nesse caso, por proximidade.

O terceiro tipo ¢ o das redes de aprendizado por reforco, que consiste em avaliar como
um elemento ira agir de forma que maximize a recompensa em um periodo de tempo, € o
que o torna diferente do aprendizado supervisionado ¢ que nao sao dados de entrada e saida
corretos, ja que o objetivo é a rede mapear as acoes desejadas.
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4. Entendimento

Vamos entender, entao! Olhando para as imagens abaixo, n6s podemos rapidamente
reconhecé-las, afirmando ser um cachorro e umlobo, com um grau elevado de precisao, que,
com o passar dos anos, nos faz errar raramente na classificacao.

Figura 6.1. Imagem de Cachorro e Lobo

Isso ocorre porque nossos neuronios bioldgicos conseguem processar uma grande
quantidade de informacoes para reconhecimento de padroes contidos nas imagens com muita
acuracia, isto ¢, acerto. Mas esse tipo de atividade é incrivelmente dificil para as maquinas,
0s neuronios artificiais.

E ¢é exatamente esse tipo de problema que se busca resolver com os algoritmos nao
tradicionais, ou melhor dizendo, com a inteligéncia artificial. Mas se nos, maquinas de
carbono, ja resolvemos, por que queremos que as maquinas de silicio resolvam? Porque elas
resolvem mais rapido, melhor e nao se cansam.

Vale salientar, porém, que determinadas tarefas sao dificeis para os seres humanos
e faceis para as maquinas, como multiplicar milhdes de namero. Por outro lado, algumas
tarefas sdo dificeis para os computadores tradicionais, mas faceis para os seres humanos,

como o reconhecimento facial.

Tabela 6.1. Matriz das Maquinas

Problema Maquina de Carbono Maquina de Silicio
Aritmética na casa dos milhoes Dificil Facil
Reconhecimento Facial Facil Dificil
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Entao distinguir um cachorro de um lobo para nos é algo facil, mas nao é uma tarefa
trivial para os computadores, e ¢ ai que pode entrar a Inteligéncia Artificial, fazendo o que
nao ¢é trivial para alogica tradicional.

O que se busca com a IA é fazer com que as maquinas pensem de forma semelhante ao
homem, mas as maquinas niao pensam, elas calculam, entao o que se faz é¢ computar de forma
analoga ao pensamento humano. O que de forma basica ocorre ¢ que um computador recebe
dados como entrada, por exemplo, dois nimeros, e esses sao processados, e o resultado da
operacao ¢ saido. A maquina de Von Neumann, entrada » processamento » saida.

Entendido que isso é trivial, imaginemos agora que vocé quer classificar a sociedade em
individuos da classe A, B, C e D, o que significa, respectivamente, classe alta, classe média,
classe baixa e abaixo dalinha de pobreza.

Para fazer essa classificacao, com parametros definidos e conhecendo as regras, ¢
relativamente simples. Visando entender, vamos considerar apenas poucas variaveis e uma
regra basica: a variavel independente sera o salario, a entrada de dados, a variavel dependente
sera a classe, a saida de dados, e a regra simples sera, se salario acima de 1000 sera A, entre
100 € 999 sera B, entre 10 e 99 sera C e abaixo de 9 sera D. Esse é um tipico problema dedutivo,
pois na relacao y=f(x), vocé tem o x que é a entrada, o salario, vocé, o f que é a regra, basta
executa-la que tera oy a saida, que ¢ a classe.

Agora imagine que vocé deseja classificar uma sociedade em A, B, C e D, entao voce sabe
que saida quer, vocé sabe qual é a sua variavel dependente, oy da questao, a classe social,
mas vocé nao sabe ou nao tem todas as variaveis independentes, ou seja, as entradas, os x(s),
porém voceé sabe qual regra usar, o f da funcao, que sera o condicionamento dessas variaveis
independentes. Nesse caso, voce tem um problema indutivo e nao dedutivo como o anterior.

Mas, imagine agora que além de nao ter todos os x(s), vocé também nao sabe que regra
usar, qual sera o f, nesse caso, vocé tem um problema abdutivo. Seja um problema indutivo ou
abdutivo, vocé tera um problema complexo para ser solucionado. Vocé tera um problema de
Inteligéncia Artificial, pois um algoritmo tradicional, isto é, dedutivo, nao tem como resolvé-lo
ou o tempo para resolvé-lo sera inviavel, como o problema do caixeiro viajante.

Quando estamos resolvendo um problema dedutivo, fazemo-lo seguindo uma receita de
bolo: se isso, facaisso; se aquilo, faca assado, e assim por diante. Mas se estamos resolvendo
um problema indutivo ou abdutivo, fazemos por tentativa e erro, isto é, por aprendizado,
tentando uma resposta melhor repetidamente até chegarmos a melhor resposta para aquele
momento, a heuristica.

25



Secretaria de t A

T PERNAMBUCO

GOVERNOD DO ES5TADD

Veja, nos humanos, quando damos determinadas respostas, nao somos precisos como
maquina, mas damos um retorno aproximado, o quao aproximado a resposta for, melhor
sera o seu retorno, melhor sera sua acuracia. Exemplo: alguém lhe pergunta: Quanto tempo
demora para chegar ao ponto B, saindo de A? Vocé nao ¢ uma maquina para dar uma resposta
precisa em horas, minutos e segundos em relacao a distancia exata em quilometros! Voce ¢é
um humano e dara uma resposta aproximada. Quanto melhor a aproximacao, melhor sera
sua resposta. Concorda? Bom, ¢ assim com Inteligéncia Artificial, nao buscamos os 100%,
mas algo entre 80% e 90%, para ser uma boa resposta.

Como para nos, maquinas de carbono, também para as maquinas de silicio, consegue-se
melhorar as respostas para as perguntas com o estudo, isto ¢, com o treinamento. Quanto
mais se estuda, mais se treina, melhor sera seu grau de acerto, acuracia, ¢ assim que funciona
com ambas as maquinas, as que usam os neuronios biologicos e as que usam os neuronios
artificiais.

Mas, entenda! Todos os computadores precisam de entradas para que sejam processadas
e gerem uma saida. Isso independe se ¢ uma logica dedutiva, indutiva ou abdutiva. As redes
neurais nao sao diferentes.

Entao, para que serve uma solucao de inteligencia artificial? Serve quando nao sabemos
exatamente como algo funciona, fazendo uso de estimativa com base em algum modelo
no qual possamos ajusta-lo, objetivando refina-lo com base no quao errado ele esta em
comparacao ao que desejamos.

Até este ponto, entendemos o que € IA. Vamos agora entender como usa-la. Ela pode ser
usada para resolver problemas de classificacao, agrupamento, predicao, otimizacao e busca.
Mas, como esse material tem a missao de dar o entendimento basico, vamos nos concentrar
em classificacao e predicao.

A classificacao nos servira para agrupar, por caracteristicas comuns, o que chamamos
de generalizacao. Por outro lado, predicao servira para prever o comportamento de algo com
base na comparacao das caracteristicas comuns analisadas anteriormente.

Para entender melhor o que sera explicado, vou usar uma ferramenta denominada de
Orange Canvas, que ¢ um software de mineracao de dados opensource, desenvolvido pela
Universidade Ljubljana da Eslovénia, podendo ser baixado pelo endereco eletronico https://
orange.biolab.si/. Também para explicar os conceitos de Inteligéncia Artificial desse ponto
adiante, usarei a base de dados publica de iris, que sao dados de uma flor.

Na imagem acima, pode-se observar que, apesar de serem a mesma flor, chamadas de
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iris, as flores possuem pétalas de tamanhos e larguras variadas, isto é, caracteristicas distintas

para a mesma flor, o que pode ser utilizado para gerar agrupamentos, isto €, classificacoes.

Figura 6.2. Imagens de Flores de Iris

A base de dados das flores de iris ¢ composta pelos seguintes metadados: nome da iris,

comprimento e tamanho da pétala e da sépala, com 150 ocorréncias, que estao expressos na

tabela a seguir:
Tabela 6.2. Base de Dados das Flores de Iris
iris sepal length sepal width petal length petal width
[ris-setosa 5.1 3.5 1.4 0.2
Iris-setosa 4.9 3 1.4 0.2
Iris-setosa 4.7 3.2 1.3 0.2
Iris-setosa 4.6 3.1 15 0.2
[ris-setosa 5 3.6 1.4 0.2
Iris-setosa 5.4 3.9 17 0.4
Iris-setosa 4.6 3.4 1.4 03
[ris-setosa 5 3.4 15 0.2
[ris-setosa 4.4 2.9 1.4 0.2
[ris-setosa 4.9 3.1 15 0.1
[ris-setosa 5.4 3.7 15 0.2
[ris-setosa 4.8 3.4 1.6 0.2
[ris-setosa 4.8 3 1.4 0.1
Iris-setosa 43 3 11 0.1
[ris-setosa 5.8 4 1.2 0.2
Iris-setosa 5.7 4.4 15 0.4
Iris-setosa 5.4 3.9 1.3 0.4
Iris-setosa 5.1 3.5 1.4 03
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[ris-setosa 5.7 3.8 L7 0.3
[ris-setosa 5.1 3.8 15 0.3
[ris-setosa 5.4 3.4 17 0.2
Iris-setosa 5.1 3.7 15 0.4
[ris-setosa 4.6 3.6 1 0.2
Iris-setosa 5.1 3.3 17 0.5
Iris-setosa 4.8 3.4 1.9 0.2
Iris-setosa 5 3 1.6 0.2
Iris-setosa 5 3.4 1.6 0.4
[ris-setosa 5.2 3.5 15 0.2
[ris-setosa 5.2 3.4 1.4 0.2
[ris-setosa 4.7 3.2 1.6 0.2
[ris-setosa 4.8 3.1 1.6 0.2
[ris-setosa 5.4 3.4 15 0.4
[ris-setosa 5.2 4.1 15 0.1
Iris-setosa 5.5 4.2 1.4 0.2
Iris-setosa 4.9 3.1 15 0.1
Iris-setosa 5 3.2 1.2 0.2
[ris-setosa 5.5 3.5 13 0.2
Iris-setosa 4.9 3.1 L5 0.1
[ris-setosa 4.4 3 13 0.2
[ris-setosa 5.1 3.4 L5 0.2
[ris-setosa 5 3.5 13 0.3
Iris-setosa 45 23 1.3 03
Iris-setosa 4.4 3.2 1.3 0.2
[ris-setosa 5 3.5 1.6 0.6
Iris-setosa 5.1 3.8 1.9 0.4
Iris-setosa 4.8 3 1.4 03
[ris-setosa 5.1 3.8 1.6 0.2
Iris-setosa 4.6 3.2 1.4 0.2
Iris-setosa 5.3 3.7 L5 0.2
Iris-setosa 5 3.3 1.4 0.2
[ris-versicolor 7 3.2 4.7 1.4
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[ris-versicolor 6.4 3.2 4.5 1.5
[ris-versicolor 6.9 3.1 4.9 1.5
[ris-versicolor 5.5 2.3 4 1.3
[ris-versicolor 6.5 2.8 4.6 15
[ris-versicolor 5.7 2.8 45 13
[ris-versicolor 6.3 3.3 4.7 1.6
[ris-versicolor 4.9 2.4 33 1
[ris-versicolor 6.6 2.9 4.6 1.3
[ris-versicolor 5.2 2.7 3.9 1.4
[ris-versicolor 5 2 3.5 1
[ris-versicolor 5.9 3 4.2 15
[ris-versicolor 6 2.2 4 1
[ris-versicolor 6.1 2.9 4.7 1.4
[ris-versicolor 5.6 2.0 3.6 1.3
[ris-versicolor 6.7 3.1 4.4 1.4
[ris-versicolor 5.6 3 45 15
[ris-versicolor 5.8 2.7 4.1 1
[ris-versicolor 6.2 2.2 4.5 15
[ris-versicolor 5.6 2.5 3.9 L1
[ris-versicolor 5.0 3.2 4.8 1.8
[ris-versicolor 6.1 2.8 4 1.3
[ris-versicolor 6.3 2.5 4.9 15
[ris-versicolor 6.1 2.8 4.7 1.2
[ris-versicolor 6.4 2.9 4.3 1.3
[ris-versicolor 6.6 3 4.4 1.4
[ris-versicolor 6.8 2.8 4.8 1.4
[ris-versicolor 6.7 3 5 L7
[ris-versicolor 6 2.9 4.5 15
[ris-versicolor 5.7 2.6 3.5 1
[ris-versicolor 55 2.4 3.8 11
[ris-versicolor 5.5 2.4 3.7 1
[ris-versicolor 5.8 2.7 3.9 1.2
[ris-versicolor 6 2.7 5.1 1.6
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[ris-versicolor 5.4 3 45 15
[ris-versicolor 3.4 4.5 1.6
[ris-versicolor 6.7 3.1 4.7 1.5
[ris-versicolor 6.3 2.3 4.4 1.3
[ris-versicolor 5.6 3 4.1 13
[ris-versicolor 5.5 2.5 4 1.3
[ris-versicolor 5.5 2.6 4.4 1.2
[ris-versicolor 6.1 3 4.6 1.4
[ris-versicolor 5.8 2.6 4 1.2
[ris-versicolor 5 2.3 3.3 1
[ris-versicolor 5.6 2.7 4.2 13
[ris-versicolor 5.7 3 4.2 1.2
[ris-versicolor 5.7 2.9 4.2 1.3
[ris-versicolor 6.2 2.0 4.3 1.3
[ris-versicolor 5.1 2.5 3 11
[ris-versicolor 5.7 2.8 4.1 1.3
[ris-virginica 6.3 3.3 6 2.5
[ris-virginica 5.8 2.7 5.1 19
[ris-virginica 7.1 3 5.9 2.1
[ris-virginica 6.3 2.9 5.6 1.8
[ris-virginica 6.5 3 5.8 2.2
[ris-virginica 7.6 3 6.6 2.1
[ris-virginica 4.9 2.5 45 17
[ris-virginica 7.3 2.9 6.3 1.8
[ris-virginica 6.7 2.5 5.8 1.8
[ris-virginica 7.2 3.6 6.1 2.5
[ris-virginica 6.5 3.2 5.1 2
[ris-virginica 6.4 2.7 5.3 1.9
[ris-virginica 6.8 3 5.5 2.1
[ris-virginica 5.7 2.5 5 2
[ris-virginica 5.8 2.8 5.1 2.4
[ris-virginica 6.4 3.2 5.3 23
[ris-virginica 6.5 3 5.5 1.8
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[ris-virginica 7.7 3.8 6.7 2.2
[ris-virginica 7.7 2.6 6.9 2.3
[ris-virginica 6 2.2 5 15
[ris-virginica 6.9 3.2 5.7 2.3
[ris-virginica 5.6 2.8 4.9 2

[ris-virginica 7.7 2.8 6.7 2

[ris-virginica 6.3 2.7 4.9 1.8
[ris-virginica 6.7 3.3 5.7 2.1
[ris-virginica 7.2 3.2 6 1.8
[ris-virginica 6.2 2.8 4.8 1.8
[ris-virginica 6.1 3 4.9 1.8
[ris-virginica 6.4 2.8 5.6 2.1
[ris-virginica 7.2 3 5.8 1.6
[ris-virginica 7.4 2.8 6.1 1.9
[ris-virginica 7.0 3.8 6.4 2

[ris-virginica 6.4 2.8 5.6 2.2
[ris-virginica 6.3 2.8 5.1 15
[ris-virginica 6.1 2.6 5.6 1.4
[ris-virginica 7.7 3 6.1 2.3
[ris-virginica 6.3 3.4 5.6 2.4
[ris-virginica 6.4 3.1 5.5 1.8
[ris-virginica 6 3 4.8 1.8
[ris-virginica 6.9 3.1 5.4 2.1
[ris-virginica 6.7 3.1 5.6 2.4
[ris-virginica 6.9 3.1 5.1 2.3
[ris-virginica 5.8 2.7 5.1 1.9
[ris-virginica 6.8 3.2 5.9 2.3
[ris-virginica 6.7 33 5.7 2.5
[ris-virginica 6.7 3 5.2 2.3
[ris-virginica 6.3 2.5 5 1.9
[ris-virginica 6.5 3 5.2 2

[ris-virginica 6.2 3.4 5.4 23
[ris-virginica 5.9 3 5.1 1.8
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Vamos agora observar o grafico de dispersao abaixo que mostra o agrupamento dos
dados da tabela acima. Vemos que os dados que compdem a flor [ris-setosa, em azul, e da
[ris-virginica, em verde, tém caracteristicas comuns em relacio a tamanho e comprimento da
sépala, o que os deixa bem agrupados separadamente, com excecao dos dados com tamanho
entre 2.2 e 2.4 e comprimento entre 4.4 e 5, que ficam bem proximos.

Figura 6.3. Grafico de Dispersio

Y
4.4 @)
Y
4,2
/'\._
S —
4 A
@ -
3.8 (0] O
./ \. ./'Y'\
i LR
. -
3.6 () oJ
'\_ /'\_
I - . -
£ 4| 00O
= . L Y
= ']
—_— ALY
m P N o~
e o3z O COD O
o =
o)e )
HT T
3100 OO0
=
Q

2.8

2.6

2.4

2.2

1 ) 1
44 46 45 5 52 54 56 58 6 62 64 66 65 7 7.2 74 76 78
sepal length

E isso que importa nas redes neurais artificiais, ocorréncias que possuam dados
significativos e que possam ser usados para agrupar por semelhancas. Mas se passarmos
uma reta nesse grafico, como vamos observar a seguir, vemos que podemos usar a linha para
separar os diferentes tipos de Iris.

Figura 6.4. Reta de Separacao
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No grafico acima, se a reta esta dividindo as setosas, azuis, das virginicas, as verdes,
entio areta poderia ser usada para classificar um bug em relacao as medicoes. Porém, a reta
acima nao faz isso, ainda por que, parte das setosas esta do mesmo lado dalinha divisoria das
virginicas. Entao, vamos ajustar a inclinacao da reta até que tenhamos uma reta que separe

da melhor forma os dois grupos.

Figura 6.5. Reta de Separacio com Melhor Angulo
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A reta tracada acima separa corretamente as setosas das virginicas. Dessa forma,
podemos usar essa linha como um separador, utilizando a linha divisoria para classificar
facilmente o que é setosa ou virginica.

Nesse momento, chegamos ao ponto crucial das redes neurais artificiais, que ¢ como
inclinar a reta para que separe corretamente os elementos em foco, isto é: Como podemos
melhorar uma linha que sabemos nao estar sendo o melhor divisor entre dois conjuntos
de dados? A resposta ¢ treinando a rede. E para entender o que é treinamento de uma rede
neural, vamos observar os dados da tabela a seguir:

Tabela 6.3. Base de Dados das Flores de Iris

exemplo sépala tamanho sépala comprimento iris
1 3.5 5.1 iris-setosa
2 3.3 6.3 iris-virginica

No exemplo acima, temos uma ocorréncia que tem tamanho 3.5 e comprimento 5.1,
0 que sabemos é uma setosa. Temos também uma ocorréncia de tamanho menor 3.3 e de

comprimento maior 6.3, que ¢ uma virginica. Esse é um conjunto para treinamento com
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base em dados reais. E serao esses exemplos que ajudarao a refinar a inclinacao da funcao
de classificador. Dados reais, usados para ensinar um preditor ou um classificador, sao
denominados de dados de treinamento.

O processo se inicia tracando uma linha divisoria aleatoria, pois precisamos comecar de
algum ponto. Passaremos a chamar o tamanho de x e o comprimento de y, para termos nossa
reta divisoria. Se iniciarmos com y=0.25x, veremos que essa reta nao ¢ uma boa classificadora,
pois a linha nio divide os dois tipos de flores de Iris, a setosa e a virginica, assim precisamos
mudar o angulo da reta para move-la.

Temos que testar os valores para chegarmos a uma reta que separe da melhor forma
possivel as caracteristicas das flores de iris e, para chegarmos a ela, teremos que ir testando,
observando as diferencas, isto €, os erros. O erro nos servira para ajustarmos os parametros, a
fim de testarmos novamente e repetirmos o processo até chegarmos a reta desejavel. Usamos
aletra E para significar o Erro, que ¢, na verdade, o destino desejado para a saida real.

Figura 6.6. Parametro de Erro (E)
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Com tudo o que foi mostrado até aqui, ja podemos entender que redes neurais artificiais
fazem uso puramente da matematica. Resumindo o que mostramos até aqui é que o erro de
saida de um classificador linear é o nosso parametro de inclinacao da reta, que ira separar
os elementos analisados, mas podemos também expressar essa ideia da seguinte forma:
realizamos o ajuste da inclinacao da reta para remover o erro de saida. Tanto faz, da no
mesmo, entender de um jeito ou de outro.

Porém, ¢ importante ressaltar que esse ajuste ocorre em relacio ao ultimo exemplo de

treinamento, ignorando todos os exemplos de treinamento anteriores. Entao uma técnica para
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se corrigirisso € fazer uso de um parametro chamado de taxa de aprendizado, que servira para
atenuar esse problema, pois nenhum exemplo de treinamento unico ira enviesar totalmente
o aprendizado. Entao nao esqueca, sempre usar a taxa de aprendizagem, porque ela podera
atenuar os problemas de sujeira dos dados que podem existir na base de dados real.

SO que, as vezes, um classificar, isto ¢, uma reta divisoria, nao ¢ suficiente. Observe o
grafico abaixo para entender isso. Se estivermos analisando nao dois conjuntos, mas trés
ou mais conjuntos de dados, que € o caso se estivermos analisando as flores de iris setosa,
virginica e versicolor, uma tnica reta nao seria capaz de separa-los. E esse é o caso real; nos
problemas davida real, nao analisamos apenas dois conjuntos de dados, mas sim um grande

nuamero deles.

Figura 6.7. Dois Classificadores

petal width

() Tris-setosa
D Iris-versicolor

Tris-wirginica

3] 7

petal length

As redes neurais artificiais precisam resolver nao apenas problemas lineares mas
também problemas subjacentes, isto é, problemas nao lineares, o que, como ja dito, ¢ a maioria
dos problemas reais. Entao ja percebemos que as RNAs podem ter muito classificadores, isto
¢, muitas retas divisorias no mesmo grafico.

A seguir, iremos ver a evolucao das Redes Neurais Artificiais da mais basica, comecando
com a Perceptron, até as mais complexas, as atuais convolucionais.
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5. Perceptron

Entre os anos 1950 e 1960, Rosenblatt e varios outros pesquisadores estavam propondo
inovacoes nos modelos de redes neurais com base no modelo original de McCulloch e Pitts,
objetivando usa-los em problemas de aprendizado. De todas as pesquisas dessa época, a que
mais gerou impacto foi a de Frank Rosenblatt, que foi batizada de Perceptron.

Figura 7.1. Perceptron

Fonte: https://youtu.be/3]JQ3hYkos1Y

A proposta de Rosenblatt para o Perceptron foi resolver problemas de reconhecimento de
padroes, atividade realizada por nds, maquinas de carbono, facilmente e de forma instantanea,
mas, pelas maquinas de silicio, ¢ um dos maiores problemas para serem resolvidos.

Na computacao, o reconhecimento de padroes significa o processo pelo qual um sinal
de entrada, o padrao, é classificado, rotulado, como pertencente a uma tinica classe de um
conjunto de classes. Esse conjunto de classes para as quais os padroes sao classificados
pode ja ter uma definicao antes do inicio do processamento. Nesse modelo, o sistema
aprende a classificar durante o treinamento denominado supervisionado, no qual os padroes
previamente escolhidos e classificados com base na regra de classificacao desejada lhe sao
apresentados.

O outro modelo ¢ denominado de aprendizado nao supervisionado, em que o sistema
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aprende a classificar um conjunto de padroes por meio do proprio sistema, uma vez que o
proprio sistema tem que determinar quais as classes de padroes devem ser classificadas, com
base em propriedades intrinsecas dos padroes.

Podemos exemplificar como problemas de reconhecimento de padroes: informar o
sexo de um individuo com base nas caracteristicas faciais; determinar que animal é com
base nos sons por ele produzido, até mesmo o reconhecimento de um individuo com base
na sua voz; reconhecimento de objetos entre outros objetos; determinar que bebida é com
base nas suas caracteristicas ou a safra do vinho com base no seu aroma, o nariz artificial. Sao
atividades realizadas relativamente com facilidade por um ser humano, mas que requerem
grande esforco de processamento das maquinas.

O Perceptron, que foi concebido por Frank Rosenblatt na década de 1960, era composto
pelas seguintes partes: camada de retina, camada associativa, camada de resposta, que
respectivamente eram a camada de entrada, a camada oculta e a camada de saida, que
possuiam um sentido tnico entre as conexoes, que se aplicavam pesos constantes entre a
entrada e a camada oculta e pesos variaveis entre a camada oculta e a camada de saida.

Figura 7.2. Perceptron

Camada Pesos Camada Pesos Camada
Retina  Fixos Associativa Variaveis Resposta

() )
O —==
O= =0

As conexoes entre os neuronios artificiais seguem sempre o sentido para frente,
denominado de feed-forward, da camada retina para a camada associativa e da camada
associativa para a camada de resposta. Para as conexoes, 0s pesos sinapticos entre aretina e a
camada associativa nao sao totais, mas parciais, sendo que um neuronio x da camada associativa
recebe sinapses apenas de uma parte da camada de retina, denominada de campo receptivo
do neuronio x, com pesos fixos. Por outro lado, os pesos sinapticos entre a camada associativa
e a camada de resposta sao totais, pois cada neuronio da camada de resposta recebe conexoes
sinapticas de todos os neuronios da camada associativa, com pesos variaveis, sendo iniciado o
processamento de treinamento com pesos aleatorios dentro de um intervalo -1 e +1.

Essa arquitetura proposta por Rosenblatt do Perceptron € baseada no sistema visual
dos animais. Assim a camada retina, de entrada, baseada na retina da visao dos animais, é
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responsavel pela entrada de dados. Por outro lado, os neuronios da camada associativa sao
responsaveis pelo processamento das caracteristicas e, por fim, aligacido com os neuronios
de resposta.

O pensamento de Rosenblatt, com o estudo baseado na visao dos animais, possibilitou o
entendimento de que uma forma de simplificar o reconhecimento dos padroes € a analise dos
seus contornos, pois se verificou que as mudancas abruptas ocorrem no contorno dos objetos,
assim as imagens podem ser decompostas em caracteristicas com orientacao da forma.

Para melhor entender a ideia de Rosenblatt, que gerou o modelo de Perceptron, segue

a figura que tem como entrada de dados aletra U numa matriz 4 por 4.

Figura 7.3. Pré-processamento

e S
— — —+—:§
——— > S=1seiguala U
e ——— S=0 se diferente
i ERED de U

Explicando essa figura: o que ocorre é um pré-processamento das caracteristicas
entradas na camada retina pela camada associativa, que consiste em uma série de operacoes de
transformacoes aplicadas sobre os padroes de entrada para deixa-los em condicoes de serem
reconhecidos pelos neuronios da camada de saida. Uma das funcoes do pré-processamento
¢ areducao das dimensionalidades, visto que, no mundo real, essas dimensoes sao muito
grandes.

Assim o pré-processamento ¢ uma etapa importante para a melhora do desempenho
de um sistema de reconhecimento de padroes, seja numa rede neural ou nao, visto que, se
os pesos fixos dos neuronios da camada de entrada nao forem adequados, ou o niimero de
caracteristicas for pouco ou muito, o problema pode nao ter solucao.

A camada de saida do Perceptron servira para realizar a combinacao das caracteristicas
detectadas na camada de entrada em um padrao tnico, o que acarretara a resposta do sistema.
Assim sendo, o Perceptron é um sistema, que aprende de maneira supervisionada, uma vez
que a tarefa de reconhecimento do padrao apresentado na entrada sera realizada pela camada
de saida.

O problema do Perceptron é encontrar os pesos das sinapses que conectam os neuronios
da camada de entrada aos neuronios da camada de saida, de forma que, no seu treinamento,

encontrem-se valores de pesos que convirjam para valores que gerem a classificacao correta
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dos padroes desejados. Para isso, Rosenblatt criou a regra de aprendizado do Perceptron.
Essa regra ¢ mais facil de ser observada de maneira grafica. Supondo que existam apenas
dois neuronios na camada de entrada, x1 e x2, e usando uma rede Perceptron com apenas

um neuronio na camada de saida, temos a seguinte figura:

Figura 7.4. Perceptron de Frank Rosenblatt

Or.
Orm@r

Se para o viés do neuronio de saida tivermos v=0, entao a funcao de ativacao da unidade
de saida sera o somatorio da multiplicacido das entradas pelos pesos, tendo como saida a
funcao binaria para o resultado da expressao anterior como maior ou igual a 0, saira 1, e caso
contrario, se menor que o, saira o.

Esse modelo de rede neural artificial é o mais simples que existe, sendo, por isso,
importante entendé-lo bem, pois com essa base fundamentada, todos os demais modelos
evolutivos ficaram mais simples de entender. Fixando: Redes Neurais Artificiais aprendem
por exemplos.

Existem algumas consideracoes importantes que devemos citar nesse modelo

Perceptron. A saida faz uso da Lei do Tudo ou Nada, cuja saida é expressa pela funcao degrau,

que indica quando o neuronio esta ativo (1) ou inativo (0), isto é, y=f(net), onde, se net >= o
entao 1, caso contrario é o.

A regra matematicamente é definida como:
Awij = a(di- Yi)X;

Awij = wij(novo) - wij(antigo)

wij(novo) = wij(antigo) + a(di-yi)X;

Onde x; € 0 sinal de entrada; d, € 0 alvo; w,.€ 0 peso sindptico; y, = f(net)) € a saida; ¢ a taxa
de aprendizagem, um valor entre o e 1; e (d, - y) ¢ o erro da saida, que ¢ representado por e,
E o que é treinar a rede neural? E realizar o ajuste dos pesos por meio de uma regra de

aprendizagem até que as saidas sejam adequadas para o problema que se quer solucionar.
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Critério Satisfatario [Sim]

Entendido o conceito, vamos a alguns exemplos para sua fixacao. Imagine dois sensores

que serviram para indicar se um quarto de hotel esta ocupado ou nao. Quando ha ocupantes

no quarto, dois LEDs azuis ficam acessos (1), mas quando um dos dois LEDs ou os dois ficam

apagados (0), € sinal de que ndo hd ocupantes no quarto.

Tabela 7.1. Tabela de Ocupacao dos Quartos

Sensor1 | Sensor2 | Saida Situacao
X1 X2 D Desejada

0 0 0 Desocupado

0 1 0 Desocupado

1 0 0 Desocupado
1 1 1 Ocupado
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Para solucao desse problema, segue a arquitetura adequada, pois existem 2 sensores
como entrada, devendo-se ter uma entrada de viés, que ¢ uma constante e igual a1 (x, = +1).

Figura 7.6. Arquitetura Perceptron para Problema de Ocupacao

ﬁ: _w = f(Neti)
@ W12

Com base na tabela acima e aplicando a regra de aprendizagem e gerando como pesos

iniciais os valores o paraw,, 3 paraw,, 3 paraw,_, temos a seguinte resolucao: net =w, x +

1’ 1070

w X +w X =(0).0)+ (3).00) + (3).(0) = 0 f(net) = 1, mas para essas entradas, o valor esperado
era o, entao os pesos precisam ser ajustados, assim:

wio(novo) = wio(antigo) + o..(d-y).x, = (0) + 1.(0-1).1 = -1

wii(novo) = wii(antigo) + o.(d-y).x, = (3) + 1.(0-1).0 = 3

wi2(novo) = wiz(antigo) + o.(d-y).x, = (3) + 1.(0-1).0 = 3

Aplicando os novos pesos, temos: net, =w, X +w X +w X = (-1).(1) + (3).(0) + (3).(0) = 0
f(net) = o, sendo esse o valor desejado. E quando todos os dados de exemplo sao apresentados,
um ciclo de aprendizagem foi completado, passando-se para o segundo ciclo de treinamento.
Isso deve se repetir até que a rede convirja para os dados desejados; quando isso acontecer,
arede estara treinada.

Para finalizar o entendimento de um Perceptron, seguem os sete passos para resolve-lo,
com base no exemplo abaixo:

Tabela 7.2. Tabela para Exemplo de Perceptron

NOME COMPOSITOR CIENTISTA
MOZART X
BACH X
EINSTEIN X
TESLA X
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1°. CRIAR A PERCEPCAO
= COMPOSITOR

= CIENTISTA

0 & 0 = MOZART

& 1= BACH

& 0 = EINSTEIN

1& 1=TESLA

2°. APLICAR A PERCEPCAO AS ENTRADAS E SAIDAS

NOME VIES (Xo0) ENTRADA1 ENTRADA2 | DESEJADO (D)
(X1) (X2)
MOZART 1 0 0] 0]
BACH 1 0 1 0
EINSTEIN 1 1 0 1
TESLA 1 1 1 1

3°. GERAR A TAXA DE APRENDIZAGEM(A); VIES(B); PESOS(W):
A=1; V=1, Wo=0; W1=0; W2=0; W3=0; W4=0

4°. DEFINIR A FUNCAO DEGRAU (FUNCAO DE ATIVACAO LIMIAR):
IF (Y <= 0) » (0) ELSE (1) (COM NUMEROS ENTRE 0,1)

5°. OBTER A ENTRADA LfQUIDA:

Y = (WX ) + (W, X))

Y1 = (0*1)+(0*0)+(0*0)=0 (Y<=0)»(Y=D) N AJUSTA PESOS
(0*1)+H(0*0)+(0*1)=0 (Y<=0)»(Y=D) N AJUSTA PESOS
(0*1)+(0*1)+(0*0)=0 (Y<=0)»(Y<>D) AJUSTA PESOS
(o*1)+(0*1)+(0*1)=0 (Y<=0)»(Y<>D) AJUSTA PESOS

Y3
4

=
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6°. OBTER ERRO
E=D-Y
Ei1=0-0=0
E2=0-0=0
E3=1-0=1
E4=1-0=1

7°. REGRA DE AJUSTE DE PESOS DO PERCEPTRON
W(NOVO) = WANTIGO) + A* E *X

W, ,=ot+t1+1+1=3

W, =o+t1+1+1=3

W,=o+1+1+0=2
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6. Adaline

Em sequéncia a criacao do Perceptron, surge a rede ADALINE, desenvolvida por Widrow
e Hoff, cuja diferenca entre a rede anterior esta na funcao de ativacao, visto que para os
Perceptrons era usada a funcao degrau e para a ADALINE, a sigmoide ou tangente hiperbolica,
sendo mais aconselhavel o uso desta ultima. Outra grande diferenca é que o Perceptron so
serve para saidas discretas. Se a saida for continua, deve-se utilizar ADALINE, isto €, para
variaveis quantitativas, quando sao numericamente mensuraveis, ou seja, seus possiveis
valores sao numeéricos ou resultantes de contagem, sendo chamadas de discretas, como:
numero de filhos, alunos numa escola, etc.; mas quando os valores sao expressos como
intervalo ou uniao de nameros reais, sao denominados de continuos, como: peso, massa,
altura, pressao sistolica, nivel de actcar no sangue, etc.

E para entender, vamos calcular a saida para essa rede, considerando x, = -1e x, = 1.
Considere que o viés sempre existira e sera x = 1, utilizando como pesos os valores de w =
-1,0 (0 vi¢s), w_=3,0 e w_ = 4,5. Para calcular o Net =w_.x +w_.X +w_.X,lemos Net =
(-1,0).1) + (3,0).(-1) + (4,5).(1), entao Net = 1-3+4,5 = (1,0) + (-3,0) + (4,5) = 0,5. Se utilizarmos a
funcao linear para obtermos oy, teremos y = f(Net ), assimy = {{0,5) e como 0,5 ¢ maior ou igual
azero, o retorno ¢ 1. Mas para a funcao sigmoide, temos aregray = f(Net) =1/ (1 + e™), entdo
y=1/(1+ e = 0,62. Por outro lado, para a funcao de ativacao Tangente Hiperbolica, que
¢ melhor aplicavel na resolucdo de problemas nao lineares, temos y = f(Net ) = (e - e™Net) /
(e +e™), fincando para esse exemploy = (€5 — €3) / (€0,5 + €, 0 que resulta emy = 0,46.

Aregra de aprendizagem usada para o treinamento da rede ADALINE desenvolvida por
Widrow e Hoff foi baseada no método denominado de minimos quadrados, mais conhecida
como regra delta, e ela se baseia na determinacao de um conjunto de pesos 6timos para
aplicacao junto do método de gradiente descendente, fazendo uso do erro médio quadratico.
Segue sua expressao: Awij:(di—yi).xj ’(Net), assim o ajuste a ser aplicado nos pesos ¢ de
Wij(novo)=Wi].(antig0)+(di—yi).xif’(Neti), lembrando que d ¢ o desejado, o alvo, e y foi a saida
obtida e que a subtracao de ambos resulta na taxa de erro, o o a taxa de aprendizagem e
’(Net), que ¢ a derivada da funcao de saida ou funcao de ativacao f(Net).

Observacao: Quando a rede ADALINE nao possui a camada escondida ou a
camada intermediaria, o ajuste dos pesos ¢é realizado pela expressao
w,(novo)=w (antigo)+ o.x,(d;-y)x,.v,(1-v,).

Para fixarmos, segue um exemplo de previsao com ADALINE. A procuradoria tem um

volume mensal de dividas sistematicas. A PGE precisa de um sistema que exiba a previsao de
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dividas para prognosticar com antecedéncia como ira proceder com a cobranca, escolhendo o
método de cobranca, com o objetivo de aumentar a arrecadacao. Para exemplificar, imagine que
os dados das dividas foram normalizados e ficaram com os valores disponiveis na tabela abaixo:

Tabela 8.1. Tabela com Dados Ficticios de Devedores

Exemplo Dividai Dividaz Dividas Pago
1 0,30 0,10 0,10 0,19
2 0,03 0,02 0,00 0,11
3 1,00 1,00 1,00 0,60
4 0,40 0,15 1,00 0,31
5 0,90 0,80 0,80 0,52
6 0,50 0,50 0,90 0,39

Com base no exemplo acima, vamos desenhar a arquitetura para esse problema:
Teremos um viés, trés variaveis referentes as dividas dos trés meses anteriores e o valor
pago ou parcelado como saida.

Agora para resolvé-lo, devemos proceder da seguinte maneira: primeiro, iremos
realizar 6 ciclos, pois temos, nesse caso, seis exemplos, e para cada ciclo, iremos fazer com
os exemplos se apresentem em ordem aleatoria. Para cada exemplo de cada ciclo, aplicamos
aregraw, *x +w *x +w,*x +w *x visando obter oy. Comparamos oy obtido através
da f(Net) = Net,, como desejado. Em seguida, verifica-se se o'y ¢ igual ao d, isto ¢, se a saida
encontrada, a saida liquida, ¢ igual ao desejado. Se nao for, recalculam-se os pesos através
da expressao peso(novo) = peso(antigo) + taxa de aprendizagem* (desejavel - saida liquida) *
entrada. Apos se encontrar o novo peso, deve-se calcular o erro quadratico, que é o (desejavel
— saida liquida)? e guardar esse erro quadratico; repetir o processo para cada um dos seis
exemplos e, no final, encontrar o Erro Médio Quadratico (EMQ), que ¢ a média aritmética dos
erros quadraticos encontrados. Apos a execucao dos seis ciclos, cada um com seis exemplos
rodados aleatoriamente e para cada ciclo obtido o EMC, no final, pode-se fazer um grafico do
Erro Médio Quadratico e verificar se ele ¢ pequeno para os resultados obtidos para a previsao
e se nao for, deve-se iniciar nova era, repetindo-se todo o processo até chegar a um grafico

de EMQ pequeno.

45



1 =
-efospe i d
af ﬁ

PERNAMBUCO

GOVERNOD DO ES5TADD

Lembrando que se a saida da rede ADALINE for linear, diz-se discreta; usa-se f(Net ) =

Net,, mas se a saida for continua, isto ¢, nao linear, usa-se a funcao f(Net) =1/ (1 + e ™). Segue

tabela para relembrar:
Tabela 8.2. Gréficos das Funcoes de Ativacio Linear e Nao Linear
Nome Plote Equacao Derivada | Range
Linear 50 f(x)=x f'(x)=x (-00,00)
(Identidade)
0
-10 0 10
-50
Sigmoide 2 f(x)=1/(1+e>) |f(x)=f(x)(1-](0,1)
(Logistica) ) f(x))
O
-10 0 10
Tangente 2 f(x)=(e*-e f(x)=1- (-1,1)
Hiperbdlica X)/(e*+e™) f(x)?
0
-10 =5 0 5 10
-2

Os exemplos de redes neurais acima citados sao basicos, mas necessarios para poder
compreender as atuais redes neurais, que sao muito mais complexas, porém seguem
o principio acima explicado. Sem esse entendimento basico, fica muito dificil tentar
compreender as atuais redes neurais.

E importante salientar que a Inteligéncia Artificial ndo possui apenas esse tipo de
abordagem, existindo também as de computacao natural, que trazem heuristicas, como o0s
algoritmos genéticos.

O proximo capitulo abordara, de forma basica, as redes neurais artificiais mais usadas
atualmente e os fundamentos das metas-heuristicas para que se possa conhecer um pouco
mais de outras abordagens sobre o IA.
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7. MultiLayer Perceptron (MLP)

Uma MLP é uma rede neural semelhante as, anteriormente, apresentadas, a perceptron
e a adaline, porém com uma diferenca que possibilitou toda a evolucao da abordagem

conexionista, o incremento de mais de uma camada de neuronios.

Figura 9.1. MultiLayer Perceptron

Fonte: https:/youtu.be/3JQ3hYkos1Y

As redes MLP sao compostas de camadas de neuronios ligadas entre si por sinapses
com pesos. O resultado desse incremento foi que o aprendizado é, normalmente, realizado
por uma técnica denominada de retropropagacao do erro. Assim, as conexoes de entrada
sao ponderadas por um peso sinaptico, e cada sinal de entrada, o x, ¢ multiplicado pelo seu
respectivo peso sinaptico, o w, e posteriormente é conectado ao neuronio.

Nesse tipo de rede, é utilizado um combinador linear, que corresponde a soma dos
valores de entrada, multiplicado pelos pesos sinapticos, pela formula (x *w, +X *w, +x *w ),
resultando no potencial de ativacao, e uma funcao de ativacao avalia esse potencial de ativacao.

Dessa forma, o Perceptron multicamadas consiste em trés ou mais camadas, sendo
uma camada de entrada e uma camada de saida, com uma ou mais camadas intermediarias,
também chamadas de camadas ocultas.

Esse tipo de rede ¢ camada de rede totalmente conectada, pois cada neuronio de uma
camada esta conectado, com um determinado peso, a um neuronio da camada seguinte.

A caracteristica principal dessa rede ¢ o algoritmo de retropropagacao, backpropagation,
pois ele retropropaga o erro, sendo utilizado no treinamento da rede em dois passos, um de

processamento direto e outro de processamento reverso.
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No processamento direto, uma entrada ¢é aplicada a rede neural, e seu efeito ¢ propagado
pelarede, camada a camada. Durante o processamento direto, os pesos da rede permanecem
fixos. No processamento reverso, um sinal de erro calculado na saida da rede ¢ propagado
no sentido reverso, camada a camada, e ao final desse processo, 0s pesos sao ajustados de
acordo com uma regra de correcao de erro.

£ dessa forma que a rede aprende, pois se faz uso de um processo iterativo de ajuste
de seus pesos sinapticos, o que ¢ tecnicamente chamado de aprendizado supervisionado.

Para melhor entender esse processo, seguem os onze passos realizados por uma
Multilayer Perceptron.

1°.OBTER:
TAXA (ALFA); VIES (X,); ENTRADAS (X,); DESEJADO (D,); PESOS (W,

O

2°. CALCULAR ENTRADAS LIQUIDAS INTERMEDIARIAS:
Y= (W *X )+ (W, *X)

3°. APLICAR FUNCAO DE ATIVACAO:
NET'=1/(1+E(-Y))

4°. CALCULAR ENTRADAS LIQUIDAS SAIDAS:
YO = (W_*NET) + (W, * NET")

5°. FUNCAO DE ATIVACAO DA SAIDA (generalizacio da regra delta):
NETC =1/ (1 + E(-NET') (através do gradiente descendente)

6°. CALCULAR ERRO:
E=D-Y

7°. CALCULAR SENSIBILIDADE DE SAIDA:
SY = E - DERIVADA

8°. CALCULAR SENSIBILIDADE INTERMEDIARIA:
S'= DERIVADA * W * §¢

9°. AJUSTAR PESOS DE SAIDA:
W(NOVO) = W(ANTIGO) + ALFA * SO * WN

10°. AJUSTAR PESOS INTERMEDIARIOS:
W(NOVO) = W(ANTIGO) + ALFA * ST * WN

11°. FUNCAO CUSTO:
EMQ=(D-Y)*2
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8. Convolutional Neural Network (CNN)

As redes convolucionais ou CNNs sao amplamente utilizadas no que é denominado de
aprendizado profundo; uma rede neural convolucional, ou CNN ou ConvNet, ¢ uma classe de
redes neurais profundas, sendo mais amplamente utilizadas no processamento de imagens.
Mas, além do seu uso em reconhecimento de imagem e video, sao também utilizadas em
sistemas de recomendacao, classificacao de imagem, processamento de linguagem natural
e analise de séries temporais.

Figura 10.1. Convolutional Neural Network

Fonte: https://youtu.be/3]JQ3hYkos1Y

CNNs ¢ a evolucao das MLPs, mas que adotam uma abordagem diferente em relacao
a regularizacao, pois tiram vantagem do padrao hierarquico dos dados e montam padroes
mais complexos, usando padroes menores e mais simples, portanto nas escalas de conexao
e complexidade.

As redes convolucionais foram inspiradas por processos bioldgicos, com base nos
estudos dos perceptrons, buscando imitar a organizacao do cortex visual dos animais, e
responder a estimulos apenas em uma regiao restrita do campo visual, conhecida como
campo receptivo.

As CNNs usam relativamente pouco pré-processamento em comparacao com outros

algoritmos de classificacao de imagem, o que é uma grande evolucao da técnica, pois a
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rede aprende os filtros. Por outro lado, nas técnicas anteriores, eram necessarios muitos
hiperparametros, filtros, codificados pelos programadores, tornando as redes convolucionais
independentes de um conhecimento prévio dos dados, diminuindo assim o esforco de
programacao.

Para melhor entender esse processo de uma rede convolucional, seguem os onze passos.

1° OBTER OS FILTROS:
MATRIZ(MAT); PAD(P); WIDTH(W1); HIGHT(Hz1); STRIDE(S); KERNEL(F)

2° CALCULAR W2 E H2:
W2=(W1+2*P-F)/S)+1
H2=((H2+2*P-F)/S)+1

3° GERAR MATRIZ RESULTANTE:
MATR = W2 X H2

4° GERAR FEED COM OS DADOS DA PASSADA:
F=NXN

5° OBTER A QUANTIDADE DE CELULAS DE F:
CEL=NXN

6° CONVOLUCIONAR A QUANTIDADE DE VEZES DE W2/Ha:
LG, = (MATLC, *FLC)+ (MATL.C *FLC,))/ CEL

7° PREENCHER A MATRIZ RESULTANTE COM CADA CONVOLUCAO:
MATR = LC,

8° APLICAR A FUNCAO DE ATIVACAO RELU:
MATR = CEL NEGATIVAS RECEBEM ZERO

0° APLICAR CAMADA DE POOLING SOBRE A MATR:

A camada de pooling consiste na aplicacao de um filtro 2x2 ou 3x3 (mais comum), que
serve para simplificar a informacao da matriz que chega da camada anterior, segundo um
padrao (valor médio de uma regiao, valor maximo de uma regiao, valor minimo de uma regiao,
etc). Se a saida da camada anterior for 24x24, a saida do pooling sera 12x12.

10°. REALIZAR O FLATTING:
FLAT = VETOR COM OS VALORES POSITIVOS

11°. APLICAR A MLP:
MLP = CADA ELEMENTO DO VETOR SERA UMA ENTRADA NA MLP
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Para melhor visualizar o processo acima explicado, segue o exemplo da convolucao da
letra X:

Filtros
Pad 0
Width1 9
Height1 9
Stride 1
Feed 3 x3
1 2 3 4 5 6 7 8 9
1 -1 -1 -1 -1 -1 -1 -1 -1 -1
2 -1 1 -1 -1 -1 -1 -1 1 -1
3 -1 -1 1 -1 -1 -1 1 -1 -1
4 -1 -1 -1 1 -1 1 -1 -1 -1
5 -1 -1 -1 -1 1 -1 -1 -1 -1
6 -1 -1 -1 1 -1 1 -1 -1 -1
7 -1 -1 1 -1 -1 -1 1 -1 -1
8 -1 1 -1 -1 -1 -1 -1 1 -1
9 -1 -1 -1 -1 -1 -1 -1 -1 -1
Feed 3X3
1 2 3
1 1 -1 -1
2 -1 1 -1
3 -1 -1 1
Convolugao
L1CA1 -1 -1 -1
-1 1 -1
-1 -1 1
0.778 ()" ()+E)EN)FEN) 1)+ C)+)*(1)+
GO O+ ENDFED) 1)+(1)*(1))/9
L1C2 -1 -1 -1
1 -1 -1
-1 1 -1
0.11 ()" ()+E)*ENFEND) )+ ) FE)(1)+
GO O+ ENDFA)(1)+1)"(1))/9
L1C3 -1 -1 -1
-1 -1 -1
1 -1 -1
0.111 () (D)+ET)*CEND)FEN) D) D) HET)()+

G EDHA)EDFEDEDHE)(1))/0
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L2C7 -1 1 ] -1
1 I
-1 I
-0.11
L3C1 -1 1] 1
-1 R
-1 I
0.111
L3C2 -1 1 ] -1
-1 A1
-1 I
-0.11
L3C3 1 R
-1 1 | -1
-1 4] 1
1
L3C4 -1 R
1 R
-1 1 | -1
-0.33
L3C5 -1 4] 1
-1 1 | -1
| 1 1]
0.111
L3C6 -1 1 | -1
1 I
-1 R
-0.11
L3C7 1 R
-1 R
-1 I
0.556
L4C1 -1 1| -1
-1 I
-1 T
0.333
L4C2 -1 R
-1 1| -1
-1 -1
0.333
L4C3 -1 1 | -1
-1 1] 1
-1 1 ] -1
-0.33



L4C4

L4C5

L4C6

L4C7

L5CA1

L5C2

L5C3

L5C4

L5C5

L5C6

L5C7

1 -1 1

-1 1 -1

1 -1 1
0.556

-1 1 -1

1 -1 A1

-1 1 -1
-0.33

1 -1 A

-1 -1 ] A1

1 -1 A1
0.333

-1 -1 ] A1

-1 -1 A

-1 -1 ] A1
0.333

-1 -1 ] A1

-1 -1 ] A1

-1 -1 1
0.556

-1 -1 A

-1 -1 1

-1 1 -1
-0.11

-1 -1 1

-1 1 -1

1 -1 ] A1
0.111

-1 1 -1

1 -1 1

-1 -1 A1
-0.33

1 -1 A1

-1 1 -1

-1 -1 1

1

-1 -1 1A

1 -1 A1

-1 1 -1
-0.11

-1 -1 1A

-1 -1 A1

1 -1 A1
0.111
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L6C1

L6C2

L6C3

L6C4

L6CS

L6C6

L6C7

L7C1

L7C2

L7C3

L7C4

-1 -1 A1

-1 -1 1

-1 1 -1
-0.11

-1 -1 1

-1 1 -1

1 -1 ] A1
0.111

-1 1 -1

1 -1 ] A1

-1 -1 A1
-0.11

1 -1 1

-1 -1 -1

-1 -1 -1
0.333

-1 1 -1

-1 -1 1

-1 -1 -1
-0.11

1 -1 A1

-1 1 -1

-1 -1 1

1

-1 -1 A1

1 -1 A

-1 1 -1
-0.11

-1 -1 1

-1 1 -1

-1 -1
0.333

-1 1 -1

1 -1 A

-1 -1 A1
-0.11

1 -1 A1

-1 -1 A

-1 -1 1A
0.556

-1 -1 A

-1 -1 ] A1

-1 -1 1A
0.333
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-1 -1 1

-1 -1 | 1

-1 -1 | 1

0.111

-1 1 -1

-1 -1 1

-1 -1 | 1

-0.11

1 -1 | 1

-1 1 -1

-1 -1 | 1

0.778
Width2 , (W1 +2 f-F)/S)+
Height2 (H2+2*P-F)/S) +

7 1

1 2 3 4 5 6 7

0.77 0.11 0.11/0.33|0.55 0.11 0.33

-0.11 1.00 0.11 0.33 0.11 0.11 0.11

0.11 0.11 1.00 033 0.11 0.11 0.55

0.33 0.33 0.33 0.55 0.33 0.33/0.33

0.55 0.11 0.11 033 1.00 0.11 0.11

-0.11 0.11 0.11 0.33 0.11 1.00 0.11

0.33 0.11 0.56|0.33|0.11 0.11 0.78
Funcgao de Ativagado RelLU (7x7)

1 2 3 4 5 6 7
0.77 0 /0.11]0.33|/0.55| 0 |0.33
0 1.00| 0 (0.33] 0 |0.11] O
0.11 0 [1.00] O |0.11] O |0.55
0.33 0.33] 0 |0.55] 0 |0.33]|0.33
0.55 0 [0.11] 0O |[1.00| O |0.11
0 0.11] 0 |0.33| 0 (1.00| O
0.33 0 [0.56|0.33|{0.11| O |0.78
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Max Pooling (3 x 3)
1 2 3
1 1.00 0.55|0.55
2 0.55 1.00|0.55
3 0.56 0.33/1.00

Flatting
1
0.55
0.55
0.55
1
0.55
0.56
0.33
1

OO NO O WN -
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Conclusoes

Inteligéncia Artificial (IA) e Inteligéncia Computacional (IC) nao sao denominacoes
novas nem um campo de estudo recentemente criado, mas sua aplicabilidade esta sendo, nos
ultimos anos, a forca de inovacao em varios aspectos. Entender o que ¢é, os seus fundamentos
basicos e suas aplicabilidades no mundo atual ¢ obrigatorio para qualquer profissional que
queira se manter no mercado de trabalho, pois, em breve, para nao dizer, agora mesmo,
ninguém podera dizer que IA nao faz parte do seu dia a dia e nao precisara dela.

Se voltarmos para os anos da década de 1980, algumas pessoas diziam que
microcomputadores nao eram ferramentas do seu cotidiano e que suas ocupacoes nao
necessitavam desse instrumento. Hoje, nenhuma pessoa integrada socialmente pode dizer
que nao faz uso de microcomputadores, seja no uso de desktops, laptops, notebooks ou mais
amplamente utilizando celulares. O mesmo ocorrera em breve com IA/IC.

Conhecer o que sao essas tecnologias, o que significam os termos, quais as ferramentas
disponiveis sao fundamentalmente importantes para um gestor publico, tomador de decisao,
principalmente agora na quarta revolucao industrial.

Figura 11.1. Revolucio Industrial

3 Revolugdo Industrial
i 2° Revolugao Inoustrial Computacéo
1*Revolugao Inaustrial Eletricidade
Vapor

Anos 1700 Anos 1800 Anos 1900

Fonte: https://www.salesforce.com/br/blog/2018/Janeiro/O-que-e-Quarta-Revolucao-Industrial.html

O que este material aborda é um pequeno pedaco do mundo de heuristicas, algoritmos,
técnicas, classes, ferramentas, plataformas etc., uma introducio a esse maravilhoso e
espetacular mundo da inteligéncia artificial, que veio para apoiar e surpreender os humanos.
Mas, para quem deseja se especializar na area, ¢ necessario buscar muito mais subsidios,
como leitura de artigos, livros, videos e aulas, sobre o assunto.

Aconselho buscar uma formaciao mais especializada, seja um curso técnico, uma
especializacao lato sensu ou mesmo stricto sensu para que se possa efetivamente entender
essa disciplina, que é multidisciplinar, e poder contribuir, permitindo que o governo possa
tornar suas atividades mais eficientes e eficazes, com o objetivo de alcancar sua efetividade.

Desejo sucesso aos que pretendem enveredar nessa area!

Abaixo faco a sugestao de leitura dos materiais utilizados como referéncia para a escrita
deste pequeno material como também uma coletanea de materiais complementares.
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Material Complementar

http://www.revistas.poli.br/index.php/repa/article/view/1299/578
https://colab.research.google.com/notebooks/welcome.ipynb
https://orange.biolab.si/
https://teachablemachine.withgoogle.com/
http://www.alvarofpinheiro.somee.com/nn.aspx
https://github.com/alvarofpinheiro/NeuralNetwork
https://cs231n.github.io/convolutional-networks/
https://ieeexplore.ieee.org/document/5206848
https://jupyter.org/
https://www.anaconda.com/products/individual
https://www.python.org/
https://www.youtube.com/watch?v=eowWsH_Fdoo
https://www.youtube.com/watch?v=loPPlsIThO30&t=380s
https://cloud.google.com/automl?hl=pt-br
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